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Uno de los mayores desafios que se nos presentan a la hora de acometer tareas relacionadas
con el procesamiento del lenguaje natural y, en particular, con el tratamiento de recursos
linglisticos informatizados, es la ambigliedad Iéxica. En este trabajo abordamos el
tratamiento de la desambiguacion Iéxica dentro del entorno informatico DAMIEN (Data
Mining ENcountered), una herramienta que integra técnicas de multiples disciplinas dentro
de andlisis de texto (i.e. linglistica de corpus, estadistica y mineria textual) para ayudar en
tareas de investigacion lingiistica (i.e. recoleccion de datos, extraccion de informacion,
clasificacion de textos, entre otras). A modo de experimento ilustrativo, llevamos a cabo un
estudio de las unidades Iéxicas polisémicas “cabeza™, “cara” y “carta”, y presentamos los
resultados del sistema de desambiguacion automaética desarrollado con la herramienta
DAMIEN. Dentro de los modelos que ofrece el entorno, hemos elegido el método de
aprendizaje automatico supervisado mediante algoritmo bayesiano ingenuo por tratarse del
método que mejores resultados ha dado para la desambiguacion léxica automatica. Se trata
de un modelo matematico que consiste en extraer informacion de un corpus a partir de
conjuntos de datos previamente etiquetados (corpus de entrenamiento) para que la maquina
pueda clasificar automaticamente conjuntos de datos nuevos (corpus de prueba). Es
importante resaltar la flexibilidad y riqueza del entorno DAMIEN tanto para el tratamiento
de recursos linguisticos informatizados como para el montaje de experimentos del
procesamiento del lenguaje natural.

Palabras clave: linglistica computacional; procesamiento del lenguaje natural; linguistica
de corpus; ambigiedad Iéxica; aprendizaje automatico

Word sense ambiguity is one of the major challenges we face when we carry out tasks related
to Natural Language Processing, in particular those related to the processing of electronic
language resources. In this study we address word sense disambiguation within the
computing environment DAMIEN (Data Mining ENcountered). DAMIEN is an online
workbench that embeds several techniques from different fields (corpus linguistics, statistics
and text mining) in order to deal with text analysis to help in linguistic research tasks such as
data collection, information retrieval and text classification, among others. By way of
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experiment, we carry out the analysis of the polysemic lexical units “cabeza”, “cara” and
“carta” in Spanish and present the results of the automatic disambiguation system developed
with DAMIEN. Among the models that the environment offers we have deployed the
supervised machine learning method with ingenious bayes algorithm because it has
traditionally given the best results for automatic word sense disambiguation. It is a
mathematical model that consists in extracting information from a corpus, setting from
previously tagged datasets (training corpus), so that new datasets can be automatically
classified by the system (trained corpus). It is important to highlight the flexibility and
potentialities of DAMIEN for both the processing of electronic linguistic resources and the
design of experiments in the field of natural language processing.

Keywords: computational linguistics; natural language processing; corpus linguistics;
lexical ambiguity; machine learning

1. INTRODUCCION
1.1 Definicion computacional de la ambigiiedad léxica

El fendmeno de la ambigliedad léxica se ha abordado a partir de una aproximacion
simplificada si se la compara con la descripcion linguistica tradicional (NUfiez-Torres,
2013). En el ambito del procesamiento del lenguaje natural (en adelante PLN), los
trabajos de Jurafsky y Martin (1998) han sistematizado las convenciones conceptuales
con las que se hace referencia a ciertos rasgos de las unidades Iéxicas. En primer lugar,
se define la forma de palabra, o morfo (wordform), que corresponde a la forma flexionada
de una unidad Iéxica, tal y como aparece en el cotexto, o contexto oracional. En segundo
lugar, se ha restringido el uso del concepto palabra a la nocién de palabra ortografica
(también llamada palabra gréafica), por lo que un n-grama corresponde a una secuencia
de n palabras. Asi, utilizaremos el concepto de unidad Iéxica para hacer referencia a una
unidad funcional de significado que se realiza linglisticamente mediante una o mas
palabras.

Asi, el criterio que hemos establecido para reconciliar las definiciones de los
conceptos de palabra y unidad Iéxica implica que todas las unidades léxicas estan
compuestas por n-gramas, pero no todos los n-gramas pueden considerarse unidades
Iéxicas; es decir, los n-gramas, en este caso sintacticos, se pueden definir como una
secuencia de unidades Iéxicas de extension n. Segun lo anterior, una secuencia como
“Miguel”, donde n=1 corresponde a un unigrama; una secuencia como “El Quijote”,
donde n=2, corresponde a un bigrama; y una secuencia como “Miguel de Cervantes”,
donde n=3, corresponde a un trigrama.

En tercer lugar, se establece como lema la forma citada que presenta la misma raiz
de una forma de palabra. Por ejemplo, la unidad Iéxica “bancos” corresponde a un morfo,
mientras que “banco” es su lema.!

Por otra parte, el sentido corresponde a una representacion discreta del significado
de una unidad léxica. Finalmente, la ambigliedad Iéxica se puede manifestar en dos casos,
la homonimia y la polisemia, que definimos y ejemplificamos en (1) y (2)
respectivamente.

L El tratamiento de estos conceptos, desde el ambito de la lexicografia, establece que una unidad Iéxica es
seleccionada como lema, y se posiciona por tanto como el criterio desde el que se organizan las definiciones
en los diccionarios semasiolégicos.
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(1) Homonimia: coincidencia de dos lemas en su escritura 0 pronunciacién, aun
cuando difieren en sus sentidos. Presenta, a su vez, dos tipos:
a. Homografo: coincidencia gréafica en la escritura
p. j. lengua (idioma-6rgano de la boca)

b. Homofono: coincidencia en la pronunciacion, diferencia en la escritura
p. ej. rallar (desmenuzar) vs. rayar (hacer lineas)

(2) Polisemia: coincidencia de dos lemas en su escritura y pronunciacion, cuyos
sentidos se encuentran relacionados con el mismo significado:
a. p.ej. cubo (recipiente) vs. cubo (figura geométrica)

1.2 El aporte de las técnicas de PLN en las ciencias del lenguaje

Desde los inicios de los estudios en inteligencia artificial ha existido una tension en cuanto
a la integracion de las disciplinas de la informatica y la linglistica. La informatica ha
propiciado esencialmente el desarrollo de modelos estocésticos (o probabilisticos), que
se caracterizan por la aplicacion de técnicas matematicas sobre un gran volumen de datos
textuales con el objetivo de inferir conocimiento linguistico (Espunya i Prat, 1994; Allen,
1995; Cantos-Gomez, 1996). Estas implementaciones no almacenan conocimiento
linguistico (o conceptual), sino que aplican determinadas técnicas matematicas sobre
corpus textuales con el fin de extraer conocimiento. Asi, estos sistemas estocasticos son
capaces de inferir conocimiento linguistico a través de la utilizaciéon de algoritmos. En
definitiva, se trata de una construccion automatizada del conocimiento, basada en una
aproximacion computacional al andlisis de textos como volimenes de informacion
computable.

Este tipo de modelos consideran las lenguas naturales como un conjunto de
sucesos que presentan una determinada frecuencia. Esto quiere decir que cada unidad
linglistica—sea un morfema, palabra, sintagma o cualquier tipo de categoria, ya sea
morfolégica o sintactica—presenta una probabilidad especifica de manifestarse o
aparecer en un contexto oracional acotado. Asi, dado que esta perspectiva depende de la
calidad y cantidad de la informacidn almacenada en un corpus lingiistico, mientras mayor
sea el niumero de datos utilizados, mejor se comportara el modelo, cualquiera sea este. Un
ejemplo representativo y bastante actual de la aplicacién de los métodos estadisticos son
los modelos basados en el aprendizaje automatico (machine learning). Se trata de un
ambito de estudio de la inteligencia artificial cuyo objetivo es el desarrollo de algoritmos
que sean capaces de representar eficientemente determinados conjuntos de datos (Choi,
Coyner, Kalpathy-Cramer, Chiang y Campbell, 2020). Especificamente, se espera poder
determinar automaticamente la probabilidad de que a una unidad linguistica se le asigne
un valor predefinido como correcto. Los métodos de aprendizaje automatico que se
utilizan con mayor frecuencia son: a) supervisado; b) no supervisado; y c) profundo.

El aprendizaje supervisado determina patrones en un corpus de entrenamiento, con
el objetivo de mapear atributos que serviran como conjunto de datos a partir de los cuales
realizar predicciones en un nuevo corpus. Entonces, se le denomina supervisado porque
el modelo es capaz de inferir informacion a partir de un algoritmo y un conjunto de datos
previamente etiquetado, y transferir sus caracteristicas a una prediccion (Moor, 2006).
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En el caso del aprendizaje no supervisado, la deteccidn de patrones en un conjunto
de datos se realiza a través de un algoritmo sin la necesidad de haber incorporado
informacién previa. Esta técnica se emplea predominantemente para las tareas de
agrupacion, asociacion y deteccion de anomalias (Hastie, Tibshirani y Friedman, 2009;
James, Witten, Hastie y Tibshirani, 2013).

El aprendizaje profundo es un conjunto de técnicas basadas en la representacion
matematica de redes neuronales. Un ejemplo actualizado de este método aplicado al PLN
es el de la incrustacion de palabras (word embeddings), que consiste en determinar la
probabilidad condicional de que una secuencia de palabras determinadas aparezca en un
texto, mediante la asignacion de un vector numérico a cada palabra. Asi, un valor de
probabilidad alto o mayor indicara que la secuencia en analisis se utiliza de manera mas
frecuente (Liy Yang, 2017).

En sintesis, para el PLN, el problema de la desambiguacion Iéxica automatica se ha
estado abordando, y con relativo éxito, desde la década de 1980. Sin embargo, aunque se
trate de un problema antiguo, atn existe un campo de desarrollo relevante en el que se
proponen distintas maneras de mejorar el proceso de automatizacion. Por otra parte, para
la lingistica, es el problema mismo de la desambiguacion Iéxica automatica lo que aporta
una perspectiva novedosa desde este &mbito aplicado e interdisciplinar, puesto que los
modelos tedricos que son capaces de describir y explicar el fendmeno ya son bastante
satisfactorios, aunque inaplicables por si solos computacionalmente.

Este ambito interdisciplinar supone una perspectiva altamente valiosa, puesto que,
si bien los métodos estocasticos son muy eficientes para tareas de PLN, no
necesariamente estarian abordando la reproduccién de los patrones con los que funciona
la mente humana. Por el contrario, los modelos probabilisticos no representan la
manifestacion de una capacidad cognitiva humana como el lenguaje, sino que en realidad
corresponden a un conjunto de métodos que facultan a las maquinas para examinar las
lenguas naturales, con el objetivo de imitar, y no reproducir, la capacidad humana de
comprender el lenguaje. Esta paradoja, en definitiva, es una motivacion para el trabajo
colaborativo tanto de linglistas como de ingenieros informaticos, cuyos objetivos de
investigacion comunes nos permitiran comprender de manera mas exhaustiva la mente
humana, en el esfuerzo de reproducir artificialmente sus habilidades cognitivas. Un
ejemplo de esto es, sin dudas, el problema de la desambiguacion Iéxica automatica.

1.2 El entorno de trabajo DAMIEN (Data Mining ENcountered) para experimentos de
analisis de corpus

DAMIEN (DAta MIning ENcountered)? es un entorno informatico que puede integrar
técnicas de mdltiples disciplinas dentro de analisis de texto (i.e. linglistica de corpus,
estadistica y mineria textual) para apoyar la investigacion lingiistica de manera mas
efectiva. A continuacion, se realiza una descripcion de los componentes y caracteristicas
mas relevantes de DAMIEN, segun Perifian-Pascual (2017), que seran relevantes para la
implementacion de los experimentos propuestos mas adelante. DAMIEN contiene cuatro
interfaces especializadas en tareas especificas:

2 Disponible, previo registro, en http://www.fungramkb.com/nlp.aspx
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1) Corpus: tareas relacionadas con la exploracion, preprocesamiento y
procesamiento de un corpus o coleccidn de textos.

2) Statistics: tareas relacionadas con la descripcion e interpretacion de datos a partir
de la aplicacion de parametros estadisticos.

3) Mining: tareas relacionadas con mineria de datos y métodos de prediccion (como
clasificadores 0 métodos de agrupamiento para el aprendizaje automatico).

4) Evaluation: tareas relacionadas con la aplicacion de medidas de evaluacion.

En el ambito del PLN en general, y el tratamiento de recursos linguisticos
informatizados en particular, DAMIEN propicia que los linguistas puedan alcanzar sus
objetivos de investigacion de manera mas efectiva mediante la integracion de métodos y
técnicas provenientes de varios campos dentro del analisis de datos textuales.
Actualmente, los programas computacionales disponibles de manera gratuita, como
TextSTAT® y AntConc* para lingiistica de corpus, R commander® para estadistica, WEKA®
para mineria de datos o0 GATE’ para ingenieria lingtiistica, no son capaces de reunir en
una sola interfaz grafica de usuario todos los requerimientos necesarios para la
investigacion basada en corpus lingisticos. Por el contrario, DAMIEN logra integrar en
un mismo entorno de trabajo las diferentes herramientas y técnicas que pueden ser
aplicadas en el analisis de datos textuales basados en corpus. Estas técnicas provienen
principalmente de:

1) Linguistica de corpus (i.e. listas de frecuencia, procesamiento de XML (XSL),
administracion de bases de datos y consultas SQL, busqueda por expresiones
regulares, etc.).

2) Estadistica (i.e. estadistica descriptiva e inferencial, representacion grafica de
datos).

3) Procesamiento del lenguaje natural (i.e. extraccion de n-gramas, derivacion,
analisis morfologico o sintactico, etiquetado POS, etc.).

4) Mineria de textos (i.e. clasificacion y métodos de agrupamiento).
En resumen, DAMIEN permite a los investigadores resolver tres grandes grupos de
tareas. Estas tareas, a su vez, representan aquellos pasos necesarios para planificar,

montar y evaluar experimentos de analisis de corpus:

1) Administracion de colecciones de datos: visualizacion, edicion, aleatorizacion,
busqueda y extraccion de informacion.

3 Disponible en https://neon.niederlandistik.fu-berlin.de/en/textstat/
4 Disponible en https://www.laurenceanthony.net/software/antconc/
® Disponible en https://socialsciences.mcmaster.ca/jfox/Misc/Remdr/
¢ Disponible en https://www.cs.waikato.ac.nz/ml/weka/

7 Disponible en https://gate.ac.uk
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2) Analisis de datos: convergencia de la estadistica con la linglistica de corpus a
través de la estadistica descriptiva (medidas de posicion y dispersion) y la
estadistica inferencial (pruebas estadisticas de distinto tipo, como correlacion,
regresion, o andlisis multivariante).

3) Presentacion de datos: transferencia a texto y representaciones graficas a partir
del analisis de datos, para la difusion cientifica en diferentes formatos.

2. METODOLOGIA
2.1 Procedimiento en DAMIEN para experimentos de aprendizaje automatico

A continuacién, se presenta una explicacion del método de aprendizaje automatico
supervisado basado en el algoritmo bayesiano ingenuo, junto con el procedimiento
especifico para la ejecucion del experimento en DAMIEN. Esta metodologia se divide en
cuatro subtipos de procedimientos: a) preprocesamiento, b) procesamiento, ¢) mineria
textual y d) evaluacion. Posteriormente, para cada uno de estos subtipos de procesamiento
se establecid6 un numero determinado de tareas. Finalmente, para el desarrollo
estandarizado de los experimentos se requirid la ejecucion de diez tareas de
procesamiento con sus respectivas secuencias de pasos en DAMIEN.

2.2 Aprendizaje automatico supervisado

En el aprendizaje supervisado, se dispone de un corpus de entrenamiento previamente
etiquetado con el sentido correspondiente para cada instancia de una palabra objetivo
(Raganato, Camacho-Collados y Navigli, 2017). Por ejemplo, en la oracion “en la mesa
estaba la carta que el mago adivin6”, la palabra objetivo corresponderéa a la unidad Iéxica
en analisis que presenta ambigliedad, que en este caso seria “carta”, y se tendrian en
cuenta los sentidos posibles: ‘papel escrito que una persona envia a otra con la intencion
de comunicarse’ o ‘cartulinas rectangulares con ilustraciones que se utilizan en los juegos
de azar.” Luego, las palabras de contenido adyacentes conformaran el cotexto o conjunto
de palabras contextuales {mesa, estaba, mago, adivin6}.

Posteriormente, los algoritmos de aprendizaje automaético se aplican al corpus de
entrenamiento con caracteristicas contextuales extraidas desde instancias del corpus,
considerando los sentidos individuales como clases discretas. La mayoria de los métodos
supervisados tradicionales tienen, al menos, cuatro fases de aplicacion en comun:

1) Seleccion de un conjunto de datos textuales que muestre las diferentes
clasificaciones para cada elemento (valores, atributos, caracteristicas).

2) ldentificacion de los patrones asociados con cada elemento.
3) Generalizacion de patrones.

4) Aplicacion de patrones para clasificar nuevos elementos no presentes en el
conjunto inicial de datos textuales.
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2.2.1  Algoritmo bayesiano ingenuo (Naive Bayes)

En cuanto al algoritmo bayesiano ingenuo, este se define como un clasificador
probabilistico. El objetivo de este tipo de modelos matematicos es extraer informacion a
partir de conjuntos de datos previamente etiquetados o entrenados para que la maquina
pueda etiquetar automaticamente conjuntos de datos nuevos, o corpus de prueba. Asi, el
corpus de entrenamiento representa las etiquetas esperadas, mientras que el corpus de
prueba es desde el cual se establecen las etiquetas predichas. Este enfoque se denomina
ingenuo porque la presencia o0 ausencia de una caracteristica particular no estard
relacionada necesariamente con la presencia o ausencia de cualquier otra, dada la variable
original.

La aplicacién del algoritmo bayesiano ingenuo en la desambiguacion léxica
automatica, implementado por primera vez por Gale, Church y Yarowsky (1992), esta
basada en un modelo matematico de dependencias entre los sentidos de palabra y un
conjunto de caracteristicas presentadas en un recurso linguistico informatizado; es decir,
cada una de sus caracteristicas constituye una probabilidad independiente. La afirmacion
anterior tiene dos consecuencias relevantes: a) la primera es que se ignora la sintaxis y el
caracter lineal de las palabras dentro del cotexto, lo que deriva en el llamado modelo de
bolsa de palabras; y, b) la segunda es que la presencia de una palabra en esta bolsa es
independiente de la presencia de otra, lo que no es cierto en el caso de las lenguas
naturales. Sin embargo, a pesar de estos supuestos simplificadores, y como se sefiala en
los trabajos de Manning y Schiitze (1999), se ha demostrado que este modelo es bastante
efectivo desde una perspectiva cognitiva, que es adecuado en el caso de un problema
relacionado con el PLN.

En efecto, el enfoque para la desambiguacién Iéxica automatica en el que se basa
el modelo bayesiano ingenuo representa un enfoque teérico relevante en el ambito del
procesamiento estadistico del lenguaje. La idea del clasificador bayesiano en el contexto
de la desambiguacion léxica automatica es observar palabras objetivo alrededor de una
bolsa de palabras contigua en una determinada ventana contextual. Asi, cada palabra de
contenido dentro de la ventana contextual aportara informacidn relevante acerca del
sentido de la palabra ambigua. Este algoritmo se utiliza ampliamente debido a su
eficiencia y su capacidad para combinar evidencia de una gran cantidad de caracteristicas
(Escudero, Marquez y Rigau, 2000; Aung, Soe y Thein, 2011; Fulmari y Chaldak, 2014;
Gamallo, Sotelo y Pichel, 2014; Gosal, 2015). Es aplicable si el estado de cosas del
mundo en el que se basa una clasificacion se describe como una serie de caracteristicas o
atributos utilizados para la descripcion, y que a su vez son condicionalmente
independientes.

Finalmente, el proceso de desambiguacion se realiza utilizando la regla de decision
de Bayes: se calcula la puntuacién de cada sentido de una palabra ambigua y decide el
sentido mas apropiado para una palabra especifica en la oracion de prueba de la siguiente
manera:

P(sense) x P(sense)

P(feature) = P(feature)

Segun Fulmari y Chaldak (2014), mediante la aplicacion del supuesto de
ingenuidad, el algoritmo se reduce a:
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argmaxs, e senses(w) p Si 1_[ p (fj I Si) ’
j=1

donde fj representa el vector de caracteristicas o atributos, mientras que S; representa el
sentido de una palabra en particular. Por lo tanto, el sentido correcto de una palabra sera
el sentido con el valor de probabilidad condicional mas alto. El algoritmo bayesiano, en
este caso, demuestra ser ingenuo porque ignora el orden de las palabras; es decir, no logra
incorporar realmente las variables del contexto oracional que se utilizan como input. A
pesar de esto, se trata de un modelo que ha demostrado ser sencillo de implementar y
eficiente para el procesamiento de recursos linguisticos informatizados extensos. No
obstante, la calidad de la clasificacion estara supeditada a la necesidad de incorporar una
mayor cantidad de fuentes de informacion linguistica. Aun asi, el proceso se basa en
pardmetros exclusivamente estocasticos, y, al realizar la clasificacion, la maquina
solamente es capaz observar la frecuencia tanto de las palabras objetivo como del
contexto oracional.

Diferentes autores (Mooney, 1996; Rish, 2001; Widlak, 2004; Carpuat y Wu, 2005;
Eberhardt y Danks, 2011) han justificado empiricamente el desarrollo de sistemas de
desambiguacién léxica automatica utilizando este algoritmo frente a otros disponibles.
En efecto, al realizar comparaciones experimentales entre diferentes algoritmos de
aprendizaje automatico que se utilizan para resolver la desambiguacion Iéxica mediante
la clasificacion de palabras considerando el contexto oracional (de redes neuronales,
arboles de decision, basados en reglas, basados en casos, modelo de méaxima entropia,
Boosting model, y Kernel PCA-based model), a pesar de su ya mencionada simpleza
matematica, el algoritmo bayesiano ingenuo resulta ser significativamente més eficiente
para las tareas especificas de desambiguacién Iéxica automatica, particularmente en el
ambito de la traduccion automatica.

Como se mencion0d anteriormente, esta técnica esta basada en la suposiciéon de
independencia condicional: la ocurrencia de una palabra en un texto, dada una clase x, es
independiente de la ocurrencia de cualquier otra palabra en el mismo texto dada la misma
clase x. La critica fundamental a esta suposicion proviene desde la linguistica tedrica y la
ciencia cognitiva pues, en la realidad de las lenguas naturales, la suposicién de
independencia condicional es incorrecta en tanto las palabras dependen unas de otras y
se influencian mutuamente en distintos niveles de analisis linglistico. No obstante, la
misma suposicion ha demostrado ser, desde el punto de vista probabilistico, una ventaja.

En resumen, la mayoria de las propuestas de métodos de desambiguacion léxica
automatica basadas en el algoritmo bayesiano ingenuo exponen puntos en comun
relevantes, también entendidos como ventajas en relacién con los métodos basados en
métricas. Se pueden resumir en tres puntos:

1) Esun algoritmo llamado sencillo o simplista, dentro la gama de posibilidades para
el aprendizaje automatico.

2) Es posible incluir un alto nimero de rasgos o caracteristicas para poder capturar
informacion linglistica que sea necesaria en el proceso de eleccion de
probabilidad; es decir, este método no se limita a la informacién que provee el
cotexto, y puede considerar criterios de analisis provistos por un lingiista.
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3) Tiene un desempefio consistentemente sobresaliente, pero que depende de las
caracteristicas del corpus y del nUmero de rasgos.

2.2.2 Ventajas y desventajas de la utilizacion del algoritmo Bayesiano Ingenuo para la
investigacion linglistica

Dentro de las diferentes técnicas para la desambiguacion léxica automatica, el aprendizaje
automatico supervisado ha sido ciertamente una de las méas utilizadas en diferentes
sistemas que realizan tareas de PLN. Especificamente, segun Marquez, Escudero,
Martinez y Rigau (2006), la implementacion del modelo bayesiano ingenuo se posiciona
como un clasificador simple dentro de toda la gama de sistemas disponibles para el
aprendizaje automatico supervisado (método de los k-vecinos méas proximos, arboles de
decision, regresion lineal, maquinas de vectores de soporte, entre otros sistemas
referenciados en el Capitulo dos). No obstante, una de las ventajas que presenta para la
investigacion linglistica es su simplicidad y rapidez, ademas de la posibilidad de incluir
un gran nudmero de atributos o caracteristicas, entendidas a su vez como palabras de
contenido para la captura de la informacion necesaria durante el proceso de clasificacion.

La implementacién del algoritmo bayesiano ingenuo que se presenta en este
capitulo utiliza un nimero reducido de caracteristicas correspondientes a palabras que
ocurren dentro de una ventana contextual definida, en la que se encuentra la palabra
objetivo para el proceso de desambiguacion. Asi, se trata de un modelo que selecciona un
namero restringido de palabras para disminuir el nimero de caracteristicas utilizadas, con
el objetivo de aumentar el rendimiento del proceso de desambiguacion. Este método,
entonces, se limita a la informacion proporcionada por el contexto sintactico y su relacién
con el corpus de entrenamiento. A partir de lo anterior, se pueden establecer diferentes
criticas, a las que hemos llamado inadecuaciones. Estas no solo son relevantes para
discutir el modelo bayesiano aplicado a la desambiguacién léxica automatica en
particular, sino también para establecer una critica a los métodos supervisados en general:

a. Inadecuacion epistemoldgica: Si bien los modelos para el aprendizaje automatico
han demostrado ser altamente eficientes en la aplicacion de diversas tareas de
PLN, particularmente en sistemas expertos, se trata de algoritmos cuyos
fundamentos evidencian una minima comprension del fendmeno del lenguaje
humano. En este sentido, el ambito de la inteligencia artificial tiene por objetivo
reproducir los patrones mediante los que funcionan la mente y el lenguaje. Dada
esa definicion, los métodos estocasticos no logran simular artificialmente la
manifestacion de una capacidad cognitiva humana, sino que descansan
exclusivamente en la eficiencia de los resultados y en la inferencia estadistica.

b. Inadecuacion explicativa: Los modelos estocasticos en general y bayesiano
ingenuo en particular fundamentan su desempefio en los datos de entrenamiento
y en la informacion que provee el contexto oracional. Sin embargo, el analisis de
los resultados, sobre todo para un sistema de desambiguacién Iéxica, no permite
acceder a ningun mecanismo que explique el comportamiento de los datos,
excepto la posibilidad de afadir mas informacion con el objetivo de provocar
resultados diferentes. Este problema también es conocido como la opacidad de los
algoritmos en inteligencia artificial, y plantea el problema de que el conocimiento
de la manera en la que funcionan los modelos estadisticos y su potencial
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explicativo es limitado, pero sus resultados son altamente eficientes y, por tanto,
validados.

c. Inadecuacion linguistica: La Unica variable que puede provocar cambios en los
resultados de un sistema de aprendizaje automatico supervisado es el volumen de
datos. En este sentido, el funcionamiento de cualquier modelo requerira de una
cantidad alta de datos para poder ser ejecutado con resultados que puedan ser
validos. Esta dependencia del volumen del recurso linguistico informatizado que
se utilice, tanto como corpus de entrenamiento como de prueba, puede resultar
inviable en muchos casos.

2.3 Tareas de preprocesamiento

Para el desarrollo del experimento, se establecieron tres tareas de preprocesamiento junto
con sus respectivas tareas en DAMIEN. La primera tarea de preprocesamiento consistid
en extraer los datos textuales correspondientes a la ventana contextual para cada una de
las instancias seleccionadas. Especificamente, se realizd un procedimiento para la
extraccion de un archivo .txt que almacenara la informacion del cotexto (Figura 1).

Mode: Open ]

Select the data (CSV or ZIP file):

Seleccionar archivo  ningdn archivo seleccionado [empty] help

cabeza_selection |

saL Download dataset editor

Apply SQL fSave output lexunit_context.txt

Corpora: Select ~ Dictionaries: Select + [infa]

SELECT context FROM cabeza_selection

help theary examplas
Figura 1: Extraccion de la ventana contextual en DAMIEN

La segunda tarea de preprocesamiento consistio en generar una coleccion de
documentos sin anotar. Para esto, la secuencia que se ejecutd en DAMIEN fue el cambio
de tamafio (file resizing) del archivo .txt, mediante la aplicacion de una expresién regular
\n para dividir el contenido de cada cotexto en 120 documentos, como se evidencia en la
siguiente Figura 2:
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Mode: Pre-process a8

Task: file resizing 8

split ]
Regex pattern \n

Oregex  bytes

Select the file:
Seleccionar archive  ningdn archivo seleccionado help

The file has been successfully uploaded!

Run

Figura 2: Generacion de una coleccién de documentos (sin anotar) en DAMIEN

La tercera tarea de preprocesamiento fue extraer las etiquetas senselD,
correspondientes a cada uno de los sentidos seleccionados para las palabras objetivo en
la coleccion de documentos. Al igual que en la primera tarea, este procedimiento se llevo
a cabo mediante la ejecucion de un comando SQL, como se muestra en la Figura 3:

Mode: oOpen 2]

Select the data (CSV or ZIP file):

Seleccionar archivo  ningdn archivo seleccionado [empty] help

cabeza_selection |
saL Download dataset editor
Apply SQL [ Save output lexunit_senseid.csv

Corpora: Select

SELECT senseid FROM cabeza_selection

~ Dictionaries: Select ~ [info]

help theory examples

Figura 3: Extraccion de etiquetas senselD en DAMIEN

Finalmente, las tres tareas de preprocesamiento anteriores y sus respectivas
secuencias en DAMIEN se presentan de manera pormenorizada en la Tabla 1:
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Tabla 1: Tareas de preprocesamiento para experimentos de aprendizaje automatico

Ne° TAREA SECUENCIA EN DAMIEN
1. Extraer un archivo .txt para la columna context
2. Corpus > Open
3. Cargar un .zip con la tabla en .csv
Extraccion de la 4. Aplicar comando SQL: SELECT context FROM

ventana contextual lexunit_selection
(el resultado se genera en .csv)

5. Guardar como .txt
6. Guardar resultado

Ger;g:icélcci)gndgeuna 1. Cargar un archivo .txt

. 2. Corpus > Pre-process > File resizing > Split (regex \n)

documentos (sin

3. Guardar resultado
anotar)
1. Extraer un archivo .csv para senselD
Extraccion de 2. Corpus > Open

etiquetas senselD 3. Comando SQL: SELECT senselD FROM *.csv

4. Guardar resultado

2.4 Tareas de procesamiento

Se establecieron cuatro tareas de procesamiento y sus respectivas secuencias en
DAMIEN. La primera tarea (cuarta en la secuencia general) consistié en generar la
primera matriz n-grama/documento. Para la ejecucion de esta tarea fue necesario procesar
la coleccion de documentos correspondiente a los cotextos que contuviesen cada palabra
objetivo, para asi establecer un analisis de la frecuencia de aparicion de unidades léxicas
en cada una de las instancias en analisis. Las condiciones para la implementacién de esta
secuencia fueron: a) que el procesamiento se realice en lengua espafiola; y b) que la
captura corresponda a unigramas representados por cada raiz (stem)® y su frecuencia
absoluta. Ademas, se establecié una lista de palabras vacias o palabras de funcion
(stopwords); es decir, no fueron consideradas en la matriz las palabras funcionales, con
el objetivo de eliminar el ruido documental. La secuencia en DAMIEN se puede revisar
en la Figura 4:

8 En cuanto al concepto de stem, seguin Bauer (2004), se trata de un término que se utiliza para designar
una unidad interna siempre presente en un lexema, que permanece estable cuando se han extraido todos los
afijos presentes a la vez que incluye los potenciales morfemas flexivos. Asi, se ha decidido trabajar con la
variable stem debido a la frecuencia y relevancia en el corpus de las distintas flexiones de nimero para cada
una de las unidades léxicas en analisis.
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Mode: FProcess 2]

Select the data (ZIP file):

Seleccionar archive  ningdn archivo seleccionado Process help

Task: raw processing 2]
Spanish B unigrams B stems B absolute frequency [ Output: ngram-doc matrix a
Threshold: M stopwords  [functional] 8 start list
unigrams |
sQL Download dataset editor

Figura 4: Generacién de una matriz n-grama/documento en DAMIEN

La segunda tarea de procesamiento (quinta en la secuencia general), consistio en la
generacion de una lista de inicio (etiquetada como startlist) con el objetivo de filtrar
aquellas palabras con mayor peso estadistico dentro del corpus, mediante la aplicacion de
la medida de informacion mutua.

La medida de informacion mutua determina la reduccion de la incertidumbre de
una variable dado el valor conocido de otra variable; es decir, calcula la cantidad de
informacion que se puede obtener a partir de una variable aleatoria, considerando un valor
conocido (Veyrat-Charvillon y Standaert, 2009; Boudiaf, Roni, Masud, Granger,
Pedersoli, Piantanida y Ben-Ayed, 2020). Asi, en términos estadisticos, esta medida se
utiliza para calcular la dependencia entre dos variables aleatorias. Segun lo anterior, la
medida de informacion mutua entre dos variables aleatorias e y se puede definir como:

I(xi +yj) = log%}lﬁl)j)

Especificamente, para esta tarea de procesamiento se midio la cantidad promedio
de informacion que ciertas unidades Iéxicas transmiten o proyectan sobre otras unidades
Iéxicas presentes en cada coleccion de documentos. El resultado fue una lista de las
palabras que presentaron una mayor significancia estadistica luego del analisis de
frecuencia proporcionado por la matriz n-grama/documento. Finalmente, se utilizé como
filtro el 25% superior de esta lista. La siguiente figura muestra, en la interfaz de
DAMIEN, la secuencia antes descrita.
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Classification = Clustering @ Dimension reduction

Select the dataset (CSV file):

Seleccionar archivo  ningdn archivo seleccionado board

cabeza_ngramdoc.csv |
Example 1 | Example 2 |

O Feature selection (supervised method)

Feature transformation (unsupervised method)

mutual information 2]

Top features: 25 % Calculate

Figura 5: Generacién de una lista de inicio en DAMIEN

En la tercera tarea de procesamiento (sexta en la secuencia general) se generd una
segunda matriz n-grama/documento, considerando el filtro de la startlist creada a partir
de la aplicacion de la medida de informacién mutua:

Mode: Process 2]

Select the data (ZIP file):

Seleccionar archivo  ningdn archivo seleccionado Process help
Task: raw processing 2]
Spanish B unigrams B stems B absolute frequency B Output: ngram-doc matrix 8
Threshold: stopwords @ start list unigrams a

Figura 6: Generacion de una matriz n-grama/documento con lista de inicio en DAMIEN

La cuarta tarea de procesamiento, y séptima en la secuencia general, fue
fundamental para la ejecucion del proceso de desambiguacion léxica automatica.
Consistié en la generacion de una matriz n-grama/documento filtrada y anotada con los
sentidos correspondientes para cada una de las palabras objetivo presentes en los
documentos. Para esto, se incluy6 en la matriz una nueva columna con los sentidos que
fueron extraidos en un paso anterior, mediante la aplicacion del comando de unién a la
derecha (join right), incluyendo el simbolo barra “|” como separador. En la siguiente
figura se presenta la interfaz en DAMIEN para esta secuencia:

Mode: FPre-process B

Task: file resizing 8
join e down @right
Separator |

Select the file:
Seleccionar archive  ningdn archive seleccionado help

The file has been successfully uploaded!

Run
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Figura 7: Secuencia join right para generar una matriz filtrada y anotada en DAMIEN

Finalmente, en la siguiente tabla se presentan las cuatro tareas de procesamiento y
sus respectivas secuencias en DAMIEN, que incluyen cada uno de los pasos y
configuraciones de manera pormenorizada:

Tabla 2: Tareas de procesamiento para experimentos de aprendizaje automatico

N° TAREA SECUENCIA EN DAMIEN
1. Corpus > Process > Task > Raw processing
2. Settings = Spanish; unigrams; stems; absolute
4 Generacion de la primera frequency
matriz n-grama/documento 3. Output = doc-ngram matrix
4. Stopwords [functional]
5. Guardar resultado
Generacion de una startlist 1. Mining > Dimension reduction
5 para filtrar palabras con 2. Feature selection = mutual information
mayor peso estadistico en el 3. Top Features = 25
corpus 4. Guardar resultado
1. Aplicar el filtro = lexitem_collection_startlist.zip
2. Corpus > Process > Task > Raw processing
Generacion de matriz n- Settings = Spanish; unigrams; stems; absolute
6 grama/documento con frequency

startlist

ok w

Output = doc-ngram matrix
Startlist = lexunit_startlist
Guardar resultado

Generacién de matriz
7 n-grama/documento, filtrada
y anotada

=

Aplicar comando JOIN (right) para incluir una
columna con los senselD de cada documento
Guardar resultado

2.5 Tarea de mineria textual

La tarea de mineria textual, correspondiente a la octava tarea en la secuencia general,
consiste en la validacion cruzada de las 120 instancias procesadas en la matriz n-
grama/documento filtrada y anotada; es decir, en la division aleatoria de los datos
textuales en una cantidad determinada de grupos del mismo tamafio considerando la
columna senselD como el atributo de clase. En este caso, se generaron aleatoriamente
tres trainings sets y tres test sets, cada uno con 40 instancias. Este procedimiento en
DAMIEN se puede ver en la Figura 8:
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Confusion matrix @Cross validation

Select the dataset (CSV file):
Seleccionar archivo  ningun archivo seleccionado board help

cabeza_checkmatrix.csv |
Example 1 |

Number of divisions (k-fold): 3
Class attribute: senseid

Create training and test datasets for cross validation: Create

Choose the k-fold datasets:
Datasets1 B

Download

Figura 8: Validacion cruzada en DAMIEN

La secuencia pormenorizada en DAMIEN para la tarea de validacion cruzada se
expone en la Tabla 3:

Tabla 3: Tarea de mineria textual para experimentos de aprendizaje automatico

N° TAREA SECUENCIA EN DAMIEN

1. Evaluation > Cross Validation
Settings: k-fold = 3

2. Elresultado corresponde a la creacion de tres carpetas
con los archivos training.txt, test.txt y predicted.txt.

8 Validacion cruzada

2.6 Tareas de evaluacion

Se determinaron dos tareas de evaluacion con las que concluyeron los experimentos de
aprendizaje automatico. La primera tarea (novena en la secuencia general) consistié en la
aplicacion del algoritmo Naive Bayes para la clasificacion de cada test dataset basado en
el respectivo training dataset. Para realizar esta secuencia, se cargaron los conjuntos de
datos generados en la validacion cruzada. Finalmente, el correspondiente atributo de clase
fue la columna senselD, identificado automaticamente. En la Figura 9 se puede ver la
interfaz de DAMIEN:
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O Classification

Clustering

Dimension reduction

Select an algorithm:

Maive Bayes [Multinomial]

Select the training dataset (CSV file):

Seleccionar archivo ningdn archivo seleccionado

training.csv |

Example 1 | Example 2 | Example 3 | Example 4 |

board

Select the test dataset (CSV file):

Seleccionar archivo  ningdn archivo seleccionado

test.cav |

Example 1 | Example 2

board

Example 3 Example 4

Settings:

single-label

raw frequency

Class attribute: senseid
Calculate details

help

Figura 9: Aplicacidn del algoritmo bayesiano ingenuo en DAMIEN

La segunda tarea de evaluacion, correspondiente a la décima en la secuencia
general, es la generacion de una matriz de confusion para la evaluacion de cada sistema
de desambiguacion. Este procedimiento requiere crear carpetas con los datos para cada
senselD por dataset. Después, en cada carpeta se deben incluir los correspondientes
documentos con los valores tanto esperados como predichos. La interfaz DAMIEN para
esta tarea, junto con un ejemplo de matriz de confusion, se exponen en las Figuras 10 y

11:

© Confusion matrix

Select the dataset (CSV file):

Seleccionar archivo  ningdn archivo seleccionado

joined_dataset_03.csv |
Example 1 |

Choose the predicted values:

board

predicted 8
Choose the expected values: expected B

Create the confusion matrix (contingency table):

Show the ROC curve:
[with 100 cut-off points]

Cross validation

help

Create

View

AUC

Figura 10: Generacion de una matriz de confusion en DAMIEN
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True Positives: 5
True Negatives: 35
False Positives: 0
False Negatives: 0

True Positive Rate (ak.a. Recall or Sensitivity): 1

True Negative Rate (ak.a. Specificity): 1

Positive Predictive Value (ak.a. Precision or Positive Precision): 1
Negative Predictive Value (a k.a. Negative Precision): 1

False Positive Rate (ak.a. Fall-out): 0

False Discovery Rate: 0

Accuracy: 1

Efficiency: 1

Error Rate: 0

Euclidean Distance: 0

F-Score: 1

Matthews Correlation Coefficient (a k.a. Phi Coefficient): 1
Prevalence: 0.125

Standard Error: 0

Figura 11: Ejemplo de matriz de confusion en DAMIEN

Finalmente, las tareas de evaluacion y su secuencia de pasos en DAMIEN se
muestran de manera detallada en la siguiente tabla:

Tabla 4: Tareas de evaluacion para experimentos de aprendizaje automatico

Ne TAREA SECUENCIA EN DAMIEN

1. Mining > Classification > Naive Bayes (multinomial)
Seleccionar y cargar cada training dataset en .csv
3. Seleccionar y cargar test dataset en .csv

N

Aplicacion de Settings = single-label; raw frequency
9  algoritmo bayesiano 4. Class attribute (lo identificara automéaticamente desde la
ingenuo tabla) = senseid

5. Los resultados se deben guardar como un archivo
predicted.csv en las carpetas correspondientes para cada
dataset.

1. Crear carpetas con los datos para cada senselD por dataset.
En cada carpeta se deben incluir los correspondientes
documentos a_expected.txt y b_predicted.txt

2. Aplicar comando JOIN (right) para generar la tabla de

Generacion de una evaluacion.
10 matriz de conf_usic')n 3. Reemplazar Ia_ls etiquetas de senselD por los _valores deOy
para la evaluacion del 1, correspondientes con cada uno de los sentidos en
sistema evaluacion.

4. Reemplazar los nombres de las columnas, de izquierda a
derecha, por las etiquetas expected y predicted.

5. Evaluation > Confusion matrix
Guardar resultado
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2.7 Sistema de desambiguacion léxica automatica

El sistema de desambiguacion basado en aprendizaje automatico se desarrolld
examinando los casos de ambiguedad de las unidades léxicas “cabeza™, “cara” y “carta”,
y considerando los sentidos disponibles en la base de conocimiento Iéxico-conceptual
FunGramKB? (Perifian-Pascual y Arcas-Tunez, 2004, 2010; Jiménez-Briones y Luzondo-
Oydn, 2011; Perifian-Pascual, 2012). Todos estos sentidos fueron testeados a partir de un
corpus de entrenamiento etiquetado manualmente con 120 instancias, que incluyeron
cada palabra objetivo junto con una ventana contextual. Este conjunto de instancias, para
efectos de la evaluacion, fue dividido en tres datasets aleatorizados para cada uno de los
sentidos en andlisis. Luego de la ejecucion del algoritmo bayesiano ingenuo, se realizd
una evaluacion mediante una matriz de confusion para determinar, en Gltima instancia, el
macropromedio correspondiente a la media armonica (o puntaje F), que estableceria los
resultados del sistema mediante una funcion entre los valores promedio de precision y
cobertura para cada sentido. Su relevancia radica en la posibilidad de representar de
manera eficiente la distribucidn de las clases, para asi establecer un puntaje arménico para
el desempefio del sistema cuyo valor maximo posible es igual a 1. Lo anterior se formaliza
como sigue:

precision X cobertura

Puntaje F = 2 X —
precision + cobertura

3. RESULTADOS Y DISCUSION

3.1 Resultados del sistema de desambiguacién automatica para la unidad léxica
“cabeza”

En el caso de la unidad léxica “cabeza”, se consideraron los siguientes sentidos:

1) +HEAD_00: La parte superior o frontal del cuerpo en animales, que contiene la
caray el cerebro.

2) +INTELLIGENCE_00: La habilidad para pensar, sentir e imaginar cosas.
3) +CHIEF_00: Una persona que esté a cargo.
4) +LIDER_00: Una persona que gobierna, guia o inspira a otros.
A continuacion, se presentan las tablas con el resumen de la matriz de confusion

para cada sentido, junto con los resultados para el sistema de desambiguacion Iéxica
automatica.

® FunGramKB (Functional Grammar Knowledge Base) es una base de conocimiento léxico-conceptual-
gramatical multiproposito, cuyo objetivo es el procesamiento de las lenguas naturales. FunGramKB tiene
como punto de partida la premisa de que los sistemas complejos para PLN deben cumplir con el objetivo
de administrar e interpretar informacioén linglistica. Mas informacidn acerca de este proyecto se encuentra
disponible en http://www.fungramkb.com/nlp.aspx.

168



Tabla 5: Matriz de confusion para el sentido +HEAD_00 de “cabeza”

LEE(EI'\C/:lO CABEZA
SenselD +HEAD_00
Dataset VP FP VN FN Precision Cobertura  Puntaje F
1 14 11 11 4 0,56 0,777 0,651
2 15 8 11 6 0,652 0,714 0,681
3 1 9 13 7 0,55 0,611 0,578
Promedio 0,587 0,701 0,637

En cuanto al sentido +HEAD_00, en los tres datasets se mantuvo un rendimiento
homogéneo, considerando especificamente los resultados de la dispersion para el
promedio de la media armonica [Xr = 0,637; DE = 0,05], equivalente a un 64%. Los
desempefios particulares se caracterizaron por una mayor precision [P = 0,652] y

cobertura [C = 0,714], correspondientes a un 68% de rendimiento para el dataset dos
[F = 0,681].

Tabla 6: Matriz de confusion para el sentido +CHIEF_00 de “cabeza”

LIIIETXEII\C/ZlO CABEZA
SenselD +CHIEF_00
Dataset VP FP VN FN Precision Cobertura  Puntaje F
1 3 1 29 7 0,75 0,3 0,428
2 1 4 30 6 0,2 0,166 0,181
3 3 3 26 8 0,5 0,272 0,352
Promedio 0,483 0,246 0,32

En el caso del sentido +CHIEF_00, se observé un resultado bajo [< 50%] para el
promedio de la media armoénica [Xr = 0,32; DE = 0,126], equivalente a un 32% de
rendimiento. Si bien los datasets uno y tres mostraron un desempefio similar, del 43% y
35% respectivamente, el dataset dos obtuvo resultados de precision [P = 0,2] y cobertura
[C =0,166] particularmente deficientes, equivalentes a un 18%.

Tabla 7: Matriz de confusién para el sentido +LEADER_00 de “cabeza”

ng'\élo CABEZA
SenselD +LEADER_00
Dataset VP FP VN FN Precision Cobertura  Puntaje F
1 4 6 26 4 0,4 0,5 0,444
2 1 4 28 7 0,2 0,125 0,153
3 4 7 21 2 0,363 0,666 0,470
Promedio 0,321 0,430 0,356
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Los resultados para el sentido +LEADER_00 corresponden a un desempefio del
36% considerando el promedio para la media armonica [X = 0,356; DE = 0,175]. Si
bien se trata de un resultado bastante homogéneo en cuanto a la dispersion, el dataset dos
obtuvo un rendimiento bajo para los indicadores de precision [P = 0,2] y cobertura
[C = 0,125], con puntaje F equivalente a un 15%.

Tabla 8: Matriz de confusién para el sentido +INTELLIGENCE_00 de “cabeza”

ITEM
LEXICO

SenselD +INTELLIGENCE_00

CABEZA

Dataset VP FP VN FN Precision Cobertura Puntaje F

1 0 1 3% 14 0 0 NaN
2 2 5 3 3 0,285 0,4 0,333
3 0 3 32 5 0 0 NaN

Promedio 0,095 0,133 0,333

Los resultados para el sentido +INTELLIGENCE_O0O fueron los que arrojaron el
rendimiento mas irregular del sistema, considerando que el promedio para la media
armonica [Xr = 0,333; DE = 0,192], equivalente a un 33%, es una expresion valida
solamente para los valores de precision [P = 0,285] y cobertura [P = 0,4],
correspondientes al dataset dos. Lo anterior se justifica dado que, para todas las casillas
correspondientes a valores numeéricos en los que se indique NaN (not a number), no ha

sido posible establecer un resultado y, por tanto, esa variable no fue considerada en el
analisis.

Tabla 9: Resultados del sistema de desambiguacién automatica para “cabeza”

M PRECISION M COBERTURA M PUNTUAIJE F

+HEAD_00 0,587 0,701 0,637

+CHIEF_00 0,483 0,246 0,320

+LEADER_00 0,321 0,430 0,356

+INTELLIGENCE_00 0,095 0,133 0,333

Macropromedio del 37,15% 37,75% 41,15%
sistema

El sistema de desambiguacién automatica para la unidad Iéxica “cabeza”, que
considera cuatro sentidos disponibles en la base de conocimiento, logra un rendimiento
promedio del 41,15% [DE = 0,151], a partir de cuya dispersion se puede establecer un
desempefio homogéneo, con la excepcion del sentido +HEAD_00 que presenta un
promedio de la media armonica [F = 0,637] superior en 0,3 puntos al puntaje F mas alto
para el resto de los sentidos, correspondiente a +LEADER_00 [F = 0,356]. Estos
resultados, ademas, indican que la cantidad de sentidos fue en desmedro de la capacidad
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del sistema para clasificar correctamente las instancias en andlisis. Segun lo anterior, el
rendimiento més bajo fue el sentido +CHIEF_00, con un 32% [F = 0,32].

3.2 Resultados del sistema de desambiguacion automética para la unidad Iéxica “cara”

Para la unidad Iéxica ““cara” consideraron los siguientes sentidos:

1) +FACE_00: La parte delantera de la cabeza desde la frente hasta el ment6n y de oreja a
oreja.

2) +SIDE_00: Una superficie que forma parte del exterior de un objeto.
Los resultados para el sistema de desambiguacion automatica son los siguientes:

Tabla 10: Matriz de confusion para el sentido +FACE_00 de “cara”

ITEM
LEXICO CARA
SenselD +FACE_00

Dataset VP FP VN FN Precision Cobertura Puntaje F

1 16 6 3 15 0,727 0,516 0,603
2 23 5 2 10 0,821 0,696 0,754
3 24 9 3 4 0,727 0,857 0,786

Promedio 0,758 0,690 0,714

Los resultados para el sentido +FACE_00 se caracterizan por un alto desempefio
del sistema, correspondiente a un 71% de rendimiento promedio segun la media
armonica, con una dispersion homogénea [X; = 0,714; DE = 0,097].

Especificamente, el dataset dos alcanzo el valor més alto de precision [P = 0,821],
mientras que el dataset tres obtuvo el valor mas alto de cobertura [C = 0,857]. Estos

resultados representaron, en términos generales, el desempefio mas alto para los sistemas
de desambiguacion propuestos.

Tabla 11: Matriz de confusion para el sentido +SIDE_00 de “cara”

ITEM
LEXICO CARA
SenselD +SIDE_00

Dataset VP FP VN FN Precision Cobertura  Puntaje F

1 3 15 16 6 0,166 0,333 0,222
2 2 10 23 5 0,166 0,285 0,210
3 3 4 24 9 0,428 0,25 0,315

Promedio 0,253 0,289 0,249
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En cuanto al sentido +SIDE_00, el rendimiento promedio equivale a un 25% para
la media armonica [X; = 0,249; DE = 0,05]. Si bien este resultado es bajo, el dataset
tres mostro una precision mas alta [P = 0,428], aunque aun < 50%. No obstante, la
dispersion promedio se muestra homogeénea.

Tabla 12: Resultados del sistema de desambiguacion automatica para “cara”

M PRECISION M COBERTURA M PUNTUAJE F

+FACE_00 0,758 0,690 0.714

+SIDE_00 0,253 0,289 0,249

Macropromedio del 50,55% 48.95% 48,15%
sistema

El sistema de desambiguacion automatica para la unidad Iéxica “cara” obtuvo un
rendimiento promedio del 48,15% [Xr = 0,481; DE = 0,328]. No obstante, hubo una
diferencia de 0,465 puntos en el desempefio de los sentidos en analisis. Por tanto, se
establece que el sistema no logra realizar la tarea de clasificacién de manera eficiente,
sobre todo para el caso de +SIDE_00.

3.3 Resultados del sistema de desambiguacidn automatica para la unidad léxica “carta”
Para el analisis de la unidad léxica “carta”, se consideraron los siguientes sentidos:
1) +LETTER_00: Un mensaje escrito dirigido a una persona u organizacion.

2) +CARD_00: Un pequerio trozo de papel grueso y rigido con nimeros o imagenes,
que Se usa para jugar un juego en particular.

3) $MENU_00: Una lista de platos disponibles en un restaurante.

A continuacion, se presentan las tablas con el resumen de los resultados para el
sistema de desambiguacion automatica.

Tabla 13: Matriz de confusion para el sentido +LETTER_00 de “carta”

ITEM
LEXICO CARTA
SenselD +LETTER_00

Dataset VP FP VN FN Precision Cobertura  Puntaje F

1 14 6 11 9 0,7 0,608 0,651
2 17 7 11 5 0,708 0,772 0,739
3 20 4 10 6 0,833 0,769 0,8

Promedio 0,747 0,716 0,730
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El sentido +LETTER_00 obtiene un promedio para la media armdnica
correspondiente a un 73% de rendimiento [X; = 0,730; DE = 0,074]. Estos resultados
muestran un desempefio alto y homogéneo segun la dispersién de los datos. En cuanto a
los resultados particulares, la precision mas alta la alcanzo el dataset tres [P = 0,833],
mientras que la cobertura més alta correspondio al dataset dos [C = 0,772].

Tabla 14: Matriz de confusion para el sentido +CARD_00 de “carta”

LIIE-I;<EI|\C/IIO CARTA
SenselD +CARD_00
Dataset VP FP VN FN Precision Cobertura Puntaje F
1 5 9 23 3 0,357 0,625 0,454
2 4 6 27 3 0,4 0,571 0,470
3 2 4 29 5 0,333 0,285 0,307
Promedio 0,363 0,494 0,410

En cuanto al sentido +CARD_00, el promedio para la media arménica equivale a
un 41% de rendimiento [Xr; = 0,410; DE = 0,089]. En términos generales, los
resultados indican una dispersion homogénea, lo que se traduce en un desempefio
consistentemente < 50%. El rendimiento mas alto lo alcanzé el dataset dos, tanto para el

valor de precision [P = 0,4] como de cobertura [C = 0,571], con un puntaje F
equivalente al 47%.

Tabla 15: Matriz de confusidn para el sentido SMENU _00 de “carta”

Lg(Ell\élo CARTA
SenselD $MENU_00
Dataset VP FP VN FN Precision Cobertura  Puntaje F
1 4 2 29 5 0,666 0,444 0,533
2 6 0 29 5 1 0,545 0,705
3 5 5 28 2 0,5 0,714 0,588
Promedio 0,722 0,568 0,609




El sentido SMENU_00 present6 un promedio para la media arménica equivalente
a un 61% de rendimiento [Xz = 0,609; DE = 0,087]. La precision del dataset dos
alcanzo el puntaje maximo [P = 1], lo que indica que el desempefio de las predicciones
correctas fue de un 100%. Se trata de resultados eficientes, pero que evidencian una
dispersion mas alta que otros sentidos, considerando las diferencias entre los resultados
para la media armoénica de los tres datasets.

Tabla 16: Resultados del sistema de desambiguacion automatica para “carta”

PRECISION  COBERTURA PUNTUAIJEF

+LETTER_00 0,747 0,716 0,730

+CARD_00 0,363 0,494 0,410

$SMENU_00 0,722 0,568 0,609
Macropromedio del sistema 61,07% 59,27% 58,3%

3.4 Resultados generales del sistema de desambiguacion automatica

El sistema de desambiguacion automaética para la unidad léxica “carta” alcanzd un
desempefio promedio del 58,3% para su media armonica [X; = 0,583; DE = 0,161].
Se trata de un sistema de clasificacion eficiente en términos generales, pero que muestra
una dispersion mas alta que los sistemas de “cabeza” y “cara.” Eso se debe al impacto
que tienen sobre el macropromedio los valores bajos para el sentido +CARD_00, por un
lado, y el alto desempefio para el sentido SMENU_00, por otro. Finalmente, los resultados
comparados para los macropromedios correspondientes a los sistemas de desambiguacion
automatica aplicando el algoritmo bayesiano ingenuo son los siguientes:

Tabla 17: Macropromedios para el sistema de desambiguacion automatica

MACROPROMEDIOS

SISTEMA
Precision Cobertura Puntaje F
Cabeza 37,15% 37,75% 41,15%
Cara 50,55% 48,95% 48,15%
Carta 61,07% 59,27% 58,3%
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En la Tabla 17 se observa que dos de los tres sistemas alcanzan un desempefio <
50% para el promedio de la media armdnica. En el caso de “cabeza”, con un 41,15% de
rendimiento para el promedio del puntaje F, si bien hubo una dispersion baja en los
resultados pormenorizados, existiria cierta proporcionalidad entre los valores para los
errores en la clasificacion y la alta cantidad de sentidos disponibles; a saber, cuatro. En el
caso de “cara”, si bien se establecieron dos sentidos disponibles, los resultados del dataset
dos fueron tan deficientes que impactaron en el puntaje F obtenido como macropromedio.
En el caso de “carta”, por el contrario, se evidencia un desempefio > 50% en el promedio
para la media armonica, lo que indica una proporcion eficiente para el nUmero de aciertos
en la clasificacion.

4. CONCLUSIONES

Dentro de las diferentes técnicas para la desambiguacion Iéxica automatica, el aprendizaje
automatico supervisado ha sido ciertamente una de las mas utilizadas en diferentes
sistemas que realizan tareas de PLN. En particular, el modelo bayesiano ingenuo se
posiciona como un clasificador simple dentro de toda la gama de sistemas disponibles
actualmente para el aprendizaje automatico supervisado aplicado al PLN, como son el
método de los k-vecinos mas proximos, los arboles de decision, la regresion lineal, las
maquinas de vectores de soporte, la similitud y relacion semanticas, entre otros. De este
modo, las ventajas que el algoritmo bayesiano ingenuo presenta para la investigacion
lingtistica son su simplicidad y rapidez, ademas de la posibilidad de incluir un gran
namero de atributos o caracteristicas, entendidas a su vez como palabras de contenido
para la captura de la informacion necesaria durante el proceso de clasificacion.

El entorno de trabajo DAMIEN, cuyo potencial hemos presentado, ejecuta y
resuelve adecuadamente las tareas de procesamiento textual para la desambiguacién
Iéxica automatica basada en un método de aprendizaje automatico. Se trata de una
herramienta que permite la realizacion integrada de las tareas necesarias para la
investigacion linguistica basada en el analisis de datos textuales, de tal manera que se
maximiza tanto el acceso como la eficiencia de herramientas especializadas. En cuanto a
nuestra propuesta especifica de implementacion, el algoritmo bayesiano ingenuo logra
seleccionar un numero restringido de palabras para disminuir el nimero de caracteristicas
utilizadas, con el objetivo de aumentar el rendimiento del proceso de desambiguacion.

Finalmente, en este trabajo hemos llevado a cabo un experimento para mostrar el
procedimiento de desambiguacion de tres unidades léxicas con DAMIEN utilizando el
método de aprendizaje automatico supervisado basado en el algoritmo bayesiano
ingenuo, que sienta las bases de la metodologia para futuros trabajos en el ambito del
tratamiento de recursos lingisticos informatizados.
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